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支持向量机与卡尔曼滤波集合的西太平洋
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摘　　要

　　基于Ｔ１０６数值预报产品资料，提出了支持向量机和卡尔曼滤波相结合的方法来进行夏季西太平洋副热带高

压数值预报的误差修正与预报优化。首先采用支持向量机方法建立了西太平洋副热带高压面积指数的误差修正

模型。基于支持向量机预报优化模型尽管有比较好的拟合精度和预报效果，但与实际副热带高压指数尚有一定的

差异。究其原因，除预报对象（副热带高压）本身比较复杂、模型优化因子不够充分以及数值预报误差自身的随机

性以外，优化模型的输入、输出基本上是一个静态映射结构，因此前一时刻的预测误差难以得到有效的反馈、调整

和修正。为考虑前一时刻预报误差的反馈信息，动态跟踪副高的变化趋势，随后引入卡尔曼滤波方法建立支持向

量机卡尔曼滤波模型，对支持向量机模型的输出结果作进一步的调整和优化。试验结果表明，该方法模型的预报

优化效果优于Ｔ１０６数值预报产品以及单纯的神经网络修正模型和卡尔曼滤波修正模型的优化效果，能够较为客

观、有效地修正西太平洋副热带高压指数的数值预报误差，改进和优化西太平洋副热带高压的数值预报效果。该

方法为副热带高压等复杂天气系统和要素场预报提供了一种新的思路，表现出较好的应用前景。

关键词：Ｔ１０６数值预报，副热带高压，支持向量机，卡尔曼滤波。

１　引　言

西太平洋副热带高压（简称“副高”）是影响夏季

东亚天气气候的重要系统，其强度变化和进退活动

异常常导致江淮流域出现洪涝和干旱灾害；副高作

为东亚夏季风系统重要成员，是连接热带环流和中

高纬环流的重要纽带，直接影响制约热带和中高纬

大气环流的演变。

研究副高的主要目的，也是最大难点是准确预

报副高活动。由于副高不仅有规则的渐变，更有异

常的突变，表现出明显的非周期性和非确定性，使副

高预报非常复杂和困难。数值预报是当前副高预报

的重要手段之一，但由于副高活动机理和规律尚未

彻底弄清，以及热带、副热带地区地转关系弱等原

因，在较大程度上制约了副高的数值预报准确率，目

前许多数值预报产品的副高预报均存在着不同程度

的偏差。因此开展副高数值预报的误差修正和预报

优化研究，具有重要的科学意义和实用价值。

近年来人工神经网络等非线性统计学方法在副

高预报与预报优化中取得了一定的成效［１３］，但是神

经网络方法也存在一些内在的缺陷，如隐层单元神

经元的数目难以客观确定、训练过程容易陷入局部

最优、神经网络的结构设计依赖于设计者的先验知

识和经验等。另外，从概率统计的角度说，神经网络

学习算法采用的经验风险最小化原理（ＥＲＭ），仅仅

试图使经验风险最小化，并没有使期望风险最小化，

与传统的最小二乘法相比，在原理上缺乏实质性的

突破，进而使神经网络的学习算法缺乏定量的分析

与完备的机理［４］，①。１９９５年，由贝尔实验室的Ｖａｐ

ｎｉｋ等在统计学习理论的基础上提出了一种模式识
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别的新方法———支持向量机（ＳｕｐｐｏｒｔＶｅｃｔｏｒＭａ

ｃｈｉｎｅ），它根据有限的样本信息在模型的复杂性和

学习能力之间寻求最佳折中，使结构风险最小，即同

时最小化经验风险与ＶＣ维（ＶａｐｎｉｋＣｈｅｒｖｏｎｅｎｋｉｓ

Ｄｉｍｅｎｓｉｏｎ）的界，以期获得最好的泛化能力。支持

向量机在形式上类似多层前向神经网络，但支持向

量机方法能够克服多层前向网络的固有缺陷，被认

为是人工神经网络的替代方法。常被用于模式识别

和非线性回归。

卡尔曼滤波是一种动态系统的优化分析方法，

它以系统状态空间模型为分析对象，根据受噪声干

扰的系统模型和包含噪声干扰的系统观测量，运用

现代随机估计理论给出系统状态的无偏最小方差的

递推估计值。它无需太多的历史资料就可建立能适

应数值模式变化的统计模型，其主要特征是通过对

误差与实验数据间的处理来不断订正模型参数，组

建出最优滤波方程。近年来，卡尔曼滤波方法被广

泛应用于预报模型的优化，并在温度和风［５６］等连续

变化的要素预报中取得成功。

由于副高系统的非线性和复杂性，我们基于副

高数值预报误差修正的途径，提出支持向量机和卡

尔曼滤波相结合的副高预报优化思想。首先用支持

向量机方法对１９９５—１９９７年夏季月份 Ｔ１０６数值

预报产品计算得到的副高面积指数建立误差修正模

型，再用支持向量机模型的订正结果作为卡尔曼滤

波模型的输入变量，进而建立卡尔曼滤波的二次修

正的副高预报优化模型。

２　统计学习理论和支持向量机

２．１　统计学习理论

机器学习的目的是根据给定的训练样本建立输

入数据与输出数据之间的对应关系。在传统学习方

法中，问题被转化为用算法实现：

犚ｅｍｐ（狑）＝
１

狀∑
狀

犻＝１

犔［狔犻，犳（狓犻，狑）］　　 （１）

最小化，其中包含

犔［狔，犳（狓，狑）］＝ ［狔－犳（狓，狑）］
２
　　 （２）

式中，｛犳（狓，狑）｝称作预测函数集，狑为函数的广义参

数，（狓１，狔１），（狓２，狔２）…（狓狀，狔狀）为狀个独立同分布观

测样本。这就是所谓的经验风险最小化（Ｅｍｐｉｒｉｃａｌ

ＲｉｓｋＭｉｎｉｍｉｚａｔｉｏｎ简称ＥＲＭ）准则，采用ＥＲＭ准则

取代期望风险最小化是传统的机器学习泛化能力差

的根本原因。统计学习理论提出了一系列概念理论

和方法解决传统机器学习的这一问题［７］。

ＶＣ维反映了函数集的学习能力，ＶＣ维越大则

学习机器越复杂，统计学习理论还给出了对于各种

类型的函数集，经验风险犚ｅｍｐ（狑）和实际风险犚（狑）

之间的关系，即推广性的界，可以表示为

犚（狑）≤犚ｅｍｐ（狑）＋（犺／狀）　　　 （３）

式中犺为函数集的ＶＣ维；狀为样本数。

式（３）表示学习机器的实际风险由两部分组成：

一是经验风险犚ｅｍｐ（狑），另一部分为置信范围，它与

ＶＣ维及训练样本数有关，表明在有限的训练样本

下，学习机器的ＶＣ维越高则置信范围越大，导致真

实风险与经验风险之间可能的差别越大。机器学习

过程不但要使经验风险最小，还要使 ＶＣ维尽量小

以缩小置信范围，才能取得较小实际风险，即对未来

的样本有较好的推广性。统计学习理论的提出把函

数集构造成一个函数子集序列，使各子集按照 ＶＣ

维的大小排列；在每个子集中寻找最小经验风险，在

子集间折中考虑经验风险和置信范围，取得实际风

险最小，如图１所示，这种思想称作结构风险最小化

（ＳｔｒｕｃｔｕｒａｌＲｉｓｋＭｉｎｉｍｉｚａｔｉｏｎ）。支持向量机就是

ＳＲＭ准则的具体体现。

图１　结构风险最小化示意图

Ｆｉｇ．１　Ｓｔｒｕｃｔｕｒａｌｒｉｓｋｍｉｎｉｍｉｚａｔｉｏｎ

２．２　支持向量机

ＳＶＭ方法用于函数估计，它要解决的问题是：

根据给定的样本数据集｛（狓犻，狔犻）｝，犻＝１，２…犾，其中

狓犻为输入因子值，狔犻 为输出值，寻求一个反映样本

数据输出输入的最优函数关系狔＝犳（狓）。

这里的“最优”是指按某一确定的误差函数来计
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算，所得函数关系对样本数据集拟合得“最好”（累计

误差最小）。通常取平方函数、绝对值函数或Ｈｕｂｅｒ

函数为误差函数。ＳＶＭ 回归中采用的是εｉｎｔｅｎ

ｓｉｖｅ损失函数②，形式如下

犲（犳（狓）－狔）＝ 　　　　　　　　　　　　　　　

０　 　 　　　　　　 犳（狓）－狔 ＜ε

犳（狓）－狔 －ε　 　 犳（狓）－狔 ≥｛ ε
（４）

当误差小于ε时，误差忽略不计；当误差超过ε时，

误差函数的值为实际误差减去ε。

ＳＶＭ的回归函数为狔＝犳（狓）＝狑（狓）＋犫

其中（狓）是输入空间犚
犱 高维特征空间犎 的非线

性映射，ＳＶＭ就是将实际问题通过非线性映射转换

到高维特征空间，在高维特征空间中构造线性回归

函数来实现原空间中的非线性回归函数。引入松弛

因子ζ犻≥０和ζ犻

≥０，根据ＳＲＭ准则，可将问题转

化为在满足式 （５）条件下使泛函
１

２
‖狑‖

２
＋

犆∑
狀

犻＝１

（ζ犻＋ζ犻
）最小，犆＞０。式中

１

２
‖狑‖

２ 为正则

化参数，体现了ＳＶＭ 对推广能力的控制。犆为平

衡系数，用来平衡经验风险和正则化部分。

狔犻－狑狓犻－犫≤ε＋ζ犻

狑狓犻＋犫－狔犻≤ε＋ζ犻
｛ 

　　　 （５）

这是一个典型的不等式约束下二次寻优的问题，存

在唯一解。

引入Ｌａｇｒａｎｇｅ乘子α犻，α犻
及核函数，可将其转

化为在约束条件

∑
狀

犻＝１

（α－α）

０≤α犻－α犻

≤犆

　　犻＝１，２，３…狀　　 （６）

下，对α犻，α

犻 最大化下面的目标函数

犠（α，α）＝－ε∑
狀

犻＝１

（α犻

＋α犻）＋∑

狀

犻＝１

狔犻（α犻

－α犻）－　　

１

２∑
狀

犻，犼＝１

（α犻

－α）（α犼


－α犼）犓（狓犻·狓犼） （７）

最后得回归函数为

犳（狓）＝ （狑·狓）＋犫＝ 　　　　　　　　　　

∑
狀

犻＝１

（α犻

－α犻）犓（狓犻·狓）＋犫

 （８）

这里α犻，α犻
为指定样本的Ｌａｇｒａｎｇｅ乘子，只有一小

部分不为０，对应的样本就是支持向量，犓（狓犻，狓犼）＝

〈φ（狓犻），φ（狓犼）〉为核函数。最常用的核函数有以下

几种

多项式核函数：

犓（狓犻，狓犼）＝ （σ（狓犻·狓犼）＋狉）
犱，σ＞０

　　ＲＢＦ核函数：

　犓（狓犻，狓犼）＝ｅｘｐ（－σ‖狓犻－狓犼‖
２），σ＞０

　　Ｓｉｇｍｏｄ核函数：

犓（狓犻，狓犼）＝ｔａｎ犺（σ（狓犻·狓犼）＋狉）　　

３　副高的支持向量机优化模型

３．１　研究资料

基于实际可用的资料，同时也为了便于预报效

果比较，选择 Ｔ１０６数值预报产品为研究资料。选

取１９９５—１９９７年夏季（５月１日—８月３１日）共计

３６０ｄ的Ｔ１０６数值模式的５００ｈＰａ位势高度初值

场（近似代表实际位势场）和位势高度、温度、湿度等

要素的３ｄ预报场序列（分析范围１０°—６０°Ｎ；７０°—

１４６°Ｅ）。优化对象为基于Ｔ１０６数值预报产品计算

的逐日副高面积指数，优化目标为实际５００ｈＰａ位

势场（用Ｔ１０６初始场近似代替）计算所得逐日副高

面积指数。根据相关分析计算，取表１所述的预报

优化目标和５个误差修正因子构建副高数值预报误

差修正与预报优化模型。

表１　Ｔ１０６数值预报修正目标和预报初始修正因子

Ｔａｂｌｅ１　ＴｈｅｆｏｒｅｃａｓｔｏｂｊｅｃｔａｎｄｉｎｉｔｉａｌｃｏｒｒｅｃｔｉｏｎｆａｃｔｏｒｓｏｆＴ１０６ｍｏｄｅｌ

误差修正与

预报优化目标
修正因子１ 修正因子２ 修正因子３ 修正因子４ 修正因子５

当前初始

场的副高

面积指数

３天前初

始场副高

面积指数

副高面积

指数的３ｄ

预报结果

５００ｈＰａ位势场３ｄ预报

的 ２２°—３４°Ｎ，１２０°—

１４０°Ｅ格点平均值

５００ｈＰａ温度场３ｄ预报

的 ２４°—４２°Ｎ，１１０°—

１４０°Ｅ格点平均值

５００ｈＰａ湿度场３ｄ预

报的１２°—２６°Ｎ，７０°—

８５°Ｅ格点平均值

优化目标与各修正

因子间的相关系数
０．６６０３ ０．８２３３ ０．６４５７ ０．６８１９ ０．６７６６

　　②ＳｔｅｖｅＲＧ．Ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅｓｆｏｒｃｌａｓｓｉｆｉｃａｔｉｏｎａｎｄｒｅｇｒｅｓｓｉｏｎ．Ｓｃｉｅｎｃｅａｎｄｍａｔｈｅｍａｔｉｃｓｓｃｈｏｏｌｏｆｅｌｅｃｔｒｏｎｉｃｓａｎｄｃｏｍｐｕｔｅｒｓｃｉｅｎｃｅ

ｔｅｃｈｎｉｃａｌｒｅｐｏｒｔ，１９９８

２５４　　　　　　　　　　　　　　　　　　　　　
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　　为便于模型的建立和预报优化结果的比较，将

数据资料分为两部分：第一部分用于模型的建立和

测试，所取数据为１９９５年５月１日—８月３１日共

１２０ｄ；第二部分用于模型的检验和预报优化效果的

评估，所取数据为１９９６年５月１日—８月３１日和

１９９７年５月１日—８月３１日共２４０ｄ。

３．２　支持向量机模型

支持向量机可以看作是一个３层前向神经网

络，其输出是若干中间层节点的线性组合，而每一个

中间层节点对应于输入样本与一个支持向量的内

积。网络结构为

 

图２　支持向量机网络结构示意图

Ｆｉｇ．２　Ｔｈｅｓｋｅｔｃｈｍａｐｏｆｔｈｅｎｅｔｗｏｒｋ

ｓｔｒｕｃｔｕｒｅｏｆｓｕｐｐｏｒｔｖｅｃｔｏｒｓ

其中，犓（狓狊，狓）为核函数，狓狊 为支持向量，α

狊 －α狊 为

网络权重（Ｌａｇｒａｎｇｅ乘子），狓１，狓２…狓狀 为输入变量，

狔为网络输出，其隐节点个数即为支持向量机的个

数。每个基函数中心对应一个支持向量，它们以及

输出权值都是由算法自动确定的。建立模型的过程

就是对输入的训练样本根据模型的期望输出调节模

型参数确定核函数和支持向量的过程。

由于支持向量机是通过内积函数定义的非线性

变换将输入空间变换到一个高维空间，在这个高维

空间中求最优回归函数。这样，核函数就反映了高

维特征空间中任意两个样本点之间的位置关系，因

而对样本点的拟合具有重要意义，核函数选取的好

坏直接影响到ＳＶＭ模型性能的优劣。但如何选择

合适的核函数，目前还没有一个对特定问题选用最

佳核函数的有效方法。此处，我们分别采用几种常

用的核函数，例如多项式核函数、Ｓｉｇｍｏｄ核函数和

ＲＢＦ核函数来构建预报优化模型，固定参数值进行

预测，根据预测结果进行评定，从而选出最合适的核

函数。经过大量的仿真试验，最终确定选用ＲＢＦ核

函数。所以，模型最终回归函数形式为

犳（狓）＝〈狑，狓〉＋犫＝　　　　　　　　　　　　　

∑
狀

犻＝１

（α犻－α犻
）ｅｘｐ（－σ‖狓犻－狓犼‖

２）＋犫 （９）

　　核函数确定后，还需确定两个相关的参数：σ、γ。

其中σ为核参数，调节核函数的平滑程度；γ是正则

化参数，控制模型的复杂度（支持向量机的个数）和

函数逼近误差的大小。这两个模型参数在很大程度

上决定了该模型的学习能力及泛化能力。如何确定

模型参数，目前尚缺乏一个客观有效的方法。我们

采用逐步筛选的方法确定这两个模型参数：首先设

置较大的参数取值范围，对参数进行大间隔步长的

循环取值，通过训练和测试，根据预报结果与实际值

的相关系数、平均绝对误差和相对误差的大小综合

确定最优参数值，再以此参数值为中心，设置较小的

参数范围，以小间隔步长重复上述步骤，直至最终确

定出用于建立ＳＶＭ 预报模型的参数值，进而确定

预报模型［８］。

对数据资料作标准化处理，然后取上述各初始

预报优化因子作为单独输入变量，即输入矩阵犘０

为１２０×１阶矩阵；输出目标犜 为模式初始场的副

高面积指数时间序列，为１２０×１阶矩阵。比较表１

中每个修正因子的拟合状况与预报效果，最后选取

拟合状况与预报效果较好的３个因子作为支持向量

机模型的预报优化因子（即表１中的修正因子２、３

和４）。然后将确定的训练样本逐个输入模型，采用

逐步筛选法调节模型的两个参数，最终确定的参数

σ＝７．５３５２，γ＝１０．７２５。支持向量机共６５个。

３．３　副高时间序列的逼近和预测

将独立预报样本、训练好的支持向量及 Ｌａ

ｇｒａｎｇｅ乘子α犻，α犻
带入式（９），即可直接对副高指数

进行非线性映射逼近和预报优化。所建模型的副高

指数预报优化值与同实际值之间达到了较高拟合精

度（相关系数０．９１６３，置信度α＝０．０５）。图３是支

持向量机模型用第二部分独立资料所做的预报优化

试验和效果检测。由图中可见，预报优化结果尽管

在一些细节的描述上还不够完善，但实际副高指数

变化的主要趋势和升降、转折过程基本上能够正确

表现，优化预报结果与实际值的相关系数达到

０．８５１３５，平均绝对误差为２１．８６６，平均均方根误差

为２８．５４５。
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图３　支持向量机模型的预报优化效果

（横轴：１９９６—１９９７年夏季（５月１日—８月３１日，共２４０ｄ））

Ｆｉｇ．３　Ｏｐｔｉｍｉｚｅｄｆｏｒｅｃａｓｔｒｅｓｕｌｔｓｏｆｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅｍｏｄｅｌ

（Ｆｏｒｅｃａｓｔｔｉｍｅ：ｓｕｍｍｅｒｓｉｎ１９９６ａｎｄ１９９７（５．１－８．３１，２４０ｄａｙｓ））

４　支持向量机卡尔曼滤波的副高预报优化

模型

　　基于支持向量机预报优化模型尽管有比较好的

拟合精度和预报效果，但与实际副高指数尚有一定

的差异（如平均绝对误差２１．８６６，平均均方根误差

２８．５４５）。究其原因，除预报对象（副高）本身比较复

杂、模型优化因子不够充分以及数值预报误差自身

的随机性以外，优化模型的输入、输出基本上是一个

静态映射结构，因此前一时刻的预测误差难以得到

有效的反馈、调整和修正。

为考虑前一时刻预报误差的反馈信息，动态跟

踪副高的变化趋势，我们拟引入卡尔曼滤波方法对

支持向量机模型的输出结果作进一步的动态跟踪调

试。卡尔曼滤波是一种统计估算方法，它通过处理

一系列带有误差的测量数据得到所需要的物理参数

的最佳估算值。其优点在于能根据前一时刻预测误

差的大小及其统计量的变化来调整预测方程的系

数，这样不仅利用了样本提供的信息，同时也吸收了

前一时刻预测方程的反馈信息，从而利于提高模型

的输出精度，表现出较强的自适应能力。

将支持向量机模型的输出结果作为卡尔曼滤波

模型待选的输入变量，选择相关系数较高（大于

０．６７）的优化因子作为卡尔曼滤波模型的输入变量

（选取表１中的修正因子２、４、５和支持向量机模型

的输出结果），然后对输入的变量作归一化处理。

预测的公式为卡尔曼滤波递推系统中的量测方

程［８］。单优化目标、４个订正因子的量测方程为

狓
⌒（狋＋３）＝犫０（狋）＋犫１（狋）·狓１（狋＋３）＋　　

犫２（狋）·狓２（狋）＋犫３（狋）·狓３（狋）＋

犫４（狋）·狓４（狋）＋犲（狋）　 （１０）

　　作为量测方程，其各项的意义是：狓
⌒（狋＋３）为卡

尔曼预测优化结果；狓１（狋＋３）为支持向量机模型的

预报结果，狓１（狋＋３）、狓２（狋）、狓３（狋）、狓４（狋）分别为订正

因子；犫０（狋）、犫１（狋）、犫２（狋）、犫３（狋）、犫４（狋）为随时间变化

的订正系数；犲（狋）为订正误差。

卡尔曼滤波递推系统需要确定４个初始参数，

这里采用客观方法［９］确定。由于选取了４个订正因

子，所以递推公式中的向量是五维的，矩阵是五阶

的。

（１）犫（０｜０），样本取前１２０ｄ的值，用最小二乘

法确定。

（２）犮（０｜０）是犫（０｜０）误差方差阵。假定犫（０｜０）

与理论相等，所以犮（０｜０）是五阶的零方阵。

（３）狑，根据动态噪音及动态系统的性质可推得

４５４　　　　　　　　　　　　　　　　　　　　　
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狑＝

（Δ犫０）
２／Δ狋　　　０　　　　　０　　　　　　０　　　　０

　　０　　　（Δ犫１）
２／Δ狋　　　０　　　　　　０　　　　０

　　０　　　　　０　　　（Δ犫２）
２／Δ狋　　　　０　　　　０

　　０　　　　　０　　　　　０　　　（Δ犫３）
２／Δ狋　　　０

　　０　　　　　０　　　　　０　　　　　　０　　（Δ犫４）
２／Δ

熿

燀

燄

燅狋

Δ犫犻＝犫１１犻－犫１犻，Δ犫犻（犻＝０，１，２）为由两组样本分别求

出的两个回归系数向量的分量差，Δ狋为两组样本时

间差。用前１２０ｄ的预报优化因子和最小二乘法分

别求出犫１、犫１１，Δ狋取６０。Δ犫犻＝犫１１犻－犫１犻，犻＝０，１，２，

３，４。

（４）狏是量测噪声的方差。当预报量只有一个

时，狏则变成标量，为一个数值，用选取的前１２０ｄ的

预报因子，建立副高面积指数预报订正的回归方程，

求出其残差平方和狇。狇／（犽－犿）就是狏的无偏估计

值，其中犽为样本个数１２０。犿为矩阵阶数。

根据上述方法最终确定的４个起步参数犫０、

犆０、犠、犞 为

犫０ ＝ ［－３２．１１４　－２．７０３　－３０．３１１　１９６．０６３　５６．５３２］
Ｔ
　　　　犞 ＝３１４．６７

犆０ ＝

０　０　０　０　０

０　０　０　０　０

０　０　０　０　０

０　０　０　０　０

０　０　０　０　

熿

燀

燄

燅０

　　　　犠 ＝

０．７７１　 　０　　 　０　　 　０　　 　０

　０　　０．３９６９　 　０　　 　０　　 　０

　０　 　　０　　１．６１２４　 　０　　 　０

　０　　 　０　　 　０　　３．９４０９　 　０

　０　 　　０　　 　０　　 　０　　０．

熿

燀

燄

燅３８３８

然后按卡尔曼滤波的递推公式即可得每一步预报优

化结果及下一步的参数值。

图４是所建立的支持向量机卡尔曼滤波模型

的预报优化结果与实际副高面积指数的对比，预报

优化结果（点线）对实际副高面积指数（实线）时间序

列的总体趋势上能够较好地把握，大部分升降、转折

过程和一些细节变化也基本表现正确，预报值和实际

值的相关系数达到０．８８４５，平均绝对误差为１６．３４９，

图４　卡尔曼支持向量机模型的预报效果

（横轴：１９９６—１９９７年夏季（５月１日－８月３１日，计２４０ｄ））
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（Ｆｏｒｅｃａｓｔｔｉｍｅ：ｓｕｍｍｅｒｓｉｎ１９９６ａｎｄ１９９７（５．１－８．３１，２４０ｄａｙｓ））
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平均均方根误差为２１．４９９，较支持向量机模型的预

报效果不但总体趋势更加逼近实际副高面积指数的

变化，而且数值上更加接近实际副高面积指数。预

报优化效果有明显的改进。

５　不同方法的预报优化效果比较

神经网络和卡尔曼滤波方法是气象资料分析和

要素预测常用的方法，为了评估和比较支持向量机

方法和卡尔曼滤波支持向量机方法的预报优化效

果和技术优势，我们将表１中初始数据资料作了归

一化处理，分别建立了副高面积指数的ＢＰ神经网

络和卡尔曼滤波的预报优化模型，并用以与支持向

量机、卡尔曼滤波支持向量机优化模型的输出结

果进行对比。表２为各种预报与优化模型（数值预

报、神经网络、卡尔曼滤波、支持向量机和支持向

量机卡尔曼滤波模型）输出结果与实际副高指数的

相关系数、平均相对误差和绝对误差。其中ＢＰ神

经网络和卡尔曼滤波模型的预报优化值同实际值的

相关系数分别为０．８３４９和０．８３７１（图略），均低于

支持向量机和支持向量机卡尔曼滤波模型的预报

优化效果（表２），且神经网络模型的收敛速度较慢、

对初值敏感以及训练效率较低。上述的对比试验结

果表明，本文所提出的支持向量机卡尔曼滤波方

法对副高预报优化对象的把握和描述较前面几种模

型更为恰当和准确，表现出较好的优化效果和技术

优势。

表２　不同预报与优化模型的副高预报优化效果比较

Ｔａｂｌｅ２　Ｃｏｍｐａｒｉｓｏｎｏｆｔｈｅｒｅｓｕｌｔｓｆｒｏｍｄｉｆｆｅｒｅｎｔｆｏｒｅｃａｓｔｍｏｄｅｌｓ

Ｔ１０６数值预报 ＢＰ神经网络 卡尔曼滤波 支持向量机 支持向量机卡尔曼滤波

相关系数 ０．８２７７ ０．８３４９ ０．８３７１ ０．８５１４ ０．８８４５

平均相对误差 ２１．１６２５ ２２．８５６３ ２０．８０６２ ２１．８６６４ １６．３４８９

平均绝对误差 ２６．６５５８ ２７．５３６ ２６．５７７９ ２８．５４５３ ２１．４９８９

６　结　论

本文提出的支持向量机和卡尔曼滤波相结合的

方法，能够较为客观、有效地修正副高面积指数的数

值预报误差，优化和改进副高的数值预报结果。是

一种较为有效、实用的副高预报方法和手段。该方

法具有泛化能力强、训练速度快、稳定性好、便于建

模等优点，为副高等复杂天气和要素预报提供了一

种新的方法思路，表现出较好的应用前景。但是副

高是一个复杂的系统，它的变化往往受制于多种因

素的影响，同时支持向量机模型的参数选取与确定

目前也缺乏客观定量化的标准，因此，更充分地做好

预报因子的优选，采用其他的优化算法（如模拟退

火、遗传算法等）来客观选取确定支持向量机模型的

参数，将有助于进一步深入挖掘和开发支持向量机

卡尔曼滤波方法的预报优势和潜力，以达到更好的

预报效率，这也是我们下一步拟开展的工作。
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